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DLRM （Deep Learning Recommendation Model） は、 Facebook が導入したディープラーニング ・ ベー

スの推奨モデルです。 最先端のモデルであり、 MLPerf* トレーニング ・ ベンチマークの一部となっています。

DLRM は、 計算、 メモリー、 I/O 依存の処理のバランスを取る必要があるため、 シングルソケットおよびマル

チソケットの分散型トレーニングにおいて独自の課題を抱えています。 この課題を解決するため、 データとモ

デルの並列化、 新しいハイブリッドの Split-SGD + LAMB オプティマイザー、 より大きなグローバル ・ バッチ ・

サイズでモデルを収束させる効率良いハイパーパラメーター ・ チューニング、 スケールアップおよびスケールア

ウトをサポートする新しいデータローダーを用いて、 インテル® Xeon® プロセッサー ・ ベースのクラスター上で 

DLRM トレーニングの効率的なスケールアウト ・ ソリューションを実装しました。 MLPerf* v1.0 のトレーニング

結果では、 64 個のインテル® Xeon® 8376H プロセッサーを使用して、 DLRM を 15 分でトレーニングできる
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表 1. 一般的な OpenACC* プラグマと同等の OpenMP* プラグマ

ことが示されています。 これは、 MLPerf* v0.7 （16 個のインテル® Xeon® 8380 プロセッサーにしかスケーリ

ングできなかった） に比べて 3 倍のパフォーマンス向上です。 この記事では、 このパフォーマンス向上を実現

するために行った最適化について説明します。

垂直分割埋め込みテーブルベースのハイブリッド並列処理
DLRM MLPerf* トレーニングのスケーラビリティーを向上させるためハイブリッド並列ソリューションを使用し、

さらにスケーラビリティー向上のため垂直分割埋め込みテーブルを使用します （図 1）。

MLPerf* の DLRM トレーニングには 26 個の埋め込みテーブルがあります。 テーブルのエントリー番号

は、 40M、 40M、 40M、 40M、 40790948、 3067956、 590152、 405282、 39060、 20265、 17295、

12973、 11938、 7424、 7122、 2209、 1543、 976、 155、 108、 63、 36、 14、 10、 4、 および 3 です。 各

エントリーのセマンティクスをモデル化するため、 128 個の Float32/Bloat16 数値が使用されています。 埋め

込みテーブルを処理する簡単な方法は、 疎な all-reduce によるデータ並列処理です。 モデルのウェイトは、 モ

デル ・ インスタンス間で複製する必要があります。 また、 データ並列処理ではすべての埋め込みテーブルを複

製する必要があるため、 26 個の埋め込みテーブルを使用すると、 1 つのモデル ・ インスタンスに 100GB 以

上のメモリーが必要になります。

通信のオーバーヘッドと各デバイスの必要メモリーを軽減するため、 ハイブリッド並列分散トレーニング・ソリュー

ションを使用しています （図 2 と 3）。 埋め込みテーブルは、 密な勾配を使用する小さなテーブルと、 疎な勾

図 1. DLRM モデルの構造。 密な特徴は下位 MLP（多層パーセプトロン）層の入力であり、疎な特徴は埋め込みテーブルの入力です。
下位 MLP と埋め込みからの出力は、 上位 MLP 層の入力となります。
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配を使用する大きな埋め込みテーブルに分けられます。 MLPerf* DLRM の場合、 埋め込みテーブルはエント

リー番号が 2048 未満の場合は小さなテーブルとして、それ以上は大きなテーブルとして扱われます。 ここでは、

10 個の小さな埋め込みテーブルと 16 個の大きな埋め込みテーブルがあります。 モデルを並列処理する関係

からモデル ・ インスタンスは、 大きな埋め込みテーブルの一部のローカルコピーを保持します。 例えば、 8 つ

のソケットを使用し、 1 つのソケットに 1 つのインスタンスを使用した場合、 すべてのインスタンスが 2 つの大

きな埋め込みテーブルを保持します。 16 ソケットの場合、 各インスタンスは 1 つの大きな埋め込みテーブルし

か保持しません。 各モデル ・ インスタンスは、 ローカルバッチのインデックスで埋め込みテーブルをルックアッ

プする代わりに、 グローバルバッチのインデックスでローカルの埋め込みテーブルをルックアップします。 ルッ

クアップ操作の後、 モデル ・ インスタンスは、 自分のローカルバッチのルックアップ ・エントリーだけでなく、 ほ

かのインスタンスのバッチのルックアップ ・エントリーも保持することになります。 ランク間の埋め込み情報の

交換には、 all-to-all の集合通信が使用されます。 データ並列処理を行うため、 下位 MLP、 上位 MLP、 10 個

の小さな埋め込みテーブルをすべてのモデル ・ インスタンスで複製し、 ランク間の勾配を平均化するため all-

reduce 集合通信が使用されます。

図 2. 4 つの埋め込みテーブルを持つ 4 つのモデル ・ インスタンス間のハイブリッド並列処理を示しています。 
色付きのブロックは異なる埋め込みテーブルを示します （gbs: グローバル ・ バッチ ・ サイズ）。 

同じ埋め込みテーブルからのルックアップ ・ エントリーが異なるインスタンスに分散されています。
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この手法には、 インスタンス数は大きな埋め込みテーブル数を超えることができないという制限があります。

MLPerf* DLRM では、 16 個の大きな埋め込みテーブルがあるため、 17 以上のインスタンスにはスケーリン

グできません。 スケーリングを向上するには、 垂直分割埋め込みベースのモデル並列化を使用します （図 4）。

この手法では、 大きな埋め込みテーブルを元のテーブルと同じエントリー番号の複数の埋め込みテーブルに垂

直分割します。 各テーブルは、 元のテーブルの列のサブセットになります。 そして、 各モデル ・ インスタンスは

分割されたテーブルの 1 つを保持し、all-to-all 通信を行います。 p （ランク数） が N （モデルの埋め込みテー

ブルの数） で割り切れ、 グループ番号が g=p/N であるとします。 各埋め込みテーブルを g 個のテーブルに分

割します。 垂直分割後の埋め込みテーブルは g*N=p 個になります。 各モデル ・ インスタンスに 1 つの埋め込

みテーブルを配置して、 グローバルバッチで各テーブルを検索し、 all-to-all でインスタンス間の検索エントリー

を転置します。 その後、 同じ元の埋め込みテーブルに属するエントリーを連結し、 データ並列アプローチと同

様に上層を通過させます。

図 3. 小さな埋め込みテーブルの勾配を密な勾配に変換します。 データ並列処理の勾配の同期には all-reduce を、 
モデル並列処理の埋め込み情報の交換には all-to-all を使用しています。
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この垂直分割埋め込みベースのハイブリッド並列アプローチには、 以下の利点があります。

1.	疎な all-reduce データ並列処理と比較して、 小さなテーブルを密なものとして扱い、 大きな疎なテーブルを
垂直に分割することで、 埋め込みテーブルを保持するモデルの通信オーバーヘッドを軽減します。 これにより、
TTT （トレーニング時間） が短縮され、 複数のモデル ・ インスタンスを効率良くスケーリングできます。

2.	DLRM トレーニングは、 大きな埋め込みテーブルを使用することから、 メモリー依存のワークロードであると
言えます。 垂直分割埋め込みでは、 大きな埋め込みテーブルの列のサブセットのローカルコピーだけを扱うた
め、 必要なメモリーを減らすことができます。 例えば、 26 個の埋め込みテーブルは、 単一ノードでトレーニン
グした場合、 100GB 以上のメモリーを必要とします。 前述のソリューションにより 64 ランクにスケーリングす
ると、 すべてのランクは 1 つの大きなテーブルのサブセットのみを扱い、 単一ノードでトレーニングする場合、
特徴サイズは 128 ではなく 32 となります。 つまり、 10 個の小さな埋め込みテーブルと、 元の大きな埋め込
みテーブルの列のサブセットを保持する大きな埋め込みテーブルに必要なメモリーは、 約 6GB だけです。 そ
のため、 垂直分割埋め込みによる最適化は、 大きな埋め込みテーブルを持つトレーニング ・ ワークロードに対
する一般的な解決策でもあります。

図 4. 2 つの埋め込みテーブルを持つモデルを 4 つのインスタンスでトレーニングした場合。 
各テーブルは縦に 2 つのテーブルに分割されます （V ： 埋め込みテーブルの各行のベクトル長）。 

ルックアップ ・ エントリーはすべてのインスタンス間で転置され、 同じテーブル （同じ色） に属するエントリーは連結されます。
これにより、 従来は不可能だった、 4 つのランクで 2 つの埋め込みテーブルを持つモデルのトレーニングを可能にします。
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Split-LAMB オプティマイザーを使用した大きなバッチサイズの 
DLRM BFloat16 トレーニング
さらに優れたスケーリング効率を得るため、 LAMB と呼ばれる層別適応型大規模バッチ最適化手法を使用し
て、大きなバッチサイズのトレーニングを可能にします。また、Split-LAMB + SGD を使用して、インテル® DL ブー
ストの BFloat16 命令を活用します。 これにより、64 ソケット以上へのスケーリングが可能となり、DLRM トレー
ニングの TTT を短縮できます。 DLRM では、 32K グローバル ・ バッチ ・ サイズが一般的です。 より多くのラン
クにスケーリングすると、 ローカル・バッチ・サイズが極端に小さくなり、 ローカル・ワークロードがプロセッサー
を飽和させることができなくなります。この場合、通信と計算をオーバーラップさせることができません。そのため、
より多くのランクにスケーリングする際には、 より大きなグローバル・バッチ・サイズを使用する必要があります。

SGD（確率的勾配降下法）は、DLRM のリファレンス・コードにおけるデフォルトのオプティマイザーです。 これは、
64K グローバル ・ バッチ ・ サイズでは 0.75 エポックで収束しますが、 より大きなバッチサイズ （256K） では
収束に失敗します。 ここで紹介するソリューションでは、LAMB （Adam ベースのオプティマイザー） を使用して、
256K グローバル ・ バッチ ・ サイズのトレーニングを可能にし、 DLRM のトレーニングにおいて 0.8 エポックで
収束します。 LAMB は、 すべてのウェイトについて 1 次および 2 次のモーメントを格納します。 標準の SGD 
オプティマイザーと比較して、 LAMB は 3 倍のメモリー ・フットプリントを必要とします。 DLRM は、 大きな埋
め込みテーブルを使用し、 その勾配が疎であることから、 メモリー依存です。 メモリー ・フットプリントを軽減す
るため、 LAMB オプティマイザーは計算のデータ並列部分でのみ使用し、 疎な埋め込みテーブルでは SGD オ
プティマイザーを使用します。

DLRM のトレーニングを高速化するため、 インテル® DL ブーストの BFloat16 命令を使用します。 マスター
ウェイトは、 BFloat16 でトレーニング精度を維持するためによく使用されます。 マスターウェイトとは、 ウェイ
トを更新するためにオプティマイザーに保存されている Float32 ウェイトのコピーで、 フォワードパスやバック
ワード ・ パスにはマスターウェイトから変換された BFloat16 ウェイトも必要になります。 これは、 Float32 ト
レーニングに比べて約 1.5 倍のメモリー ・フットプリントを必要とし、 DLRM のメモリー依存を高めます。 こ
こでは、 Split オプティマイザーを使用して、 BFloat16 トレーニングのメモリー ・フットプリントを軽減しま
す （図 5）。 SCOPE I のすべての入力パラメーターは、 前方および後方のトレーニング段階で BFloat16 （対
応する Float32 パラメーターを切り捨てたもの） で処理され、 その後 BFloat16 演算子 （InnerProduct、
EmbeddingBag）に投入されインテル® DL ブーストの BFloat16 を活用します。 パラメーターの更新段階（SGD 
オプティマイザーのスコープ）に入ると、SCOPE I の BFloat16 データと SCOPE II の下半分のデータ（BFloat16 
も存在する） をフル精度の Float32 パラメーターにパックし、 Float32 で通常の計算を行います。 更新後、
Float32 データを SCOPE I と SCOPE II の別々の BFloat16 表現に分割して戻します。 そのため、 Split-SGD 
では、 ウェイトごとに追加のメモリー ・ オーバーヘッドは発生しません。 Split-LAMB では、 同じ方法でウェイト
のパックとアンパックを行い、 モメンタムを Float32 で保持します。

多様なワークロードには多様なアーキテクチャーが必要
インテル® oneAPI ツールキットを使用して、 ヘテロジニアス ・アプリケーションを素早く正確に開発 
ツールキットの詳細 >

https://software.intel.com/articles/optimization-notice#opt-jp
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SigOpt によるハイパーパラメーター最適化
革新的なデータとモデルの並列化、 BFloat16 最適化、 および新しいハイブリッドの Split-SGD + LAMB オプ
ティマイザーの組み合わせにより、 メトリックに対するパフォーマンスを最大化するにはハイパーパラメーターを
最適化することが重要です。 ハイパーパラメーター最適化は、 グリッド検索やランダム検索などの従来の手法
では多くの時間とリソースを必要とします。 ここでは、 最適なハイパーパラメーターを見つけるため、 よりサンプ
ル効率の高い検索方法を採用しています。

ここでは、 あらゆるタイプのモデル （ディープラーニング、 マシンラーニング、 ハイパフォーマンス・コンピューティ
ング、 シミュレーションなど） 向けに、 実行の追跡とスケーラブルなハイパーパラメーター最適化を組み合わ
せた最先端の実験プラットフォームである SigOpt を使用します。 2020 年 10 月にインテルに買収された （英
語） SigOpt は、 スケジューラーで任意のハイパーパラメーター最適化 （HPO） 手法 （ランダム探索、 グリッド
探索、 ベイズ最適化など） を利用できるだけでなく、 さまざまなベイズ最適化アルゴリズムとグローバル最適
化アルゴリズムの最良の属性を組み合わせた独自のオプティマイザーであり、 ここでの目的には最適であると
考えました。

DLRM のトレーニングは数回の反復で収束し、 256K グローバル ・ バッチ ・ サイズでは AUC （曲線下面積） の
しきい値である 0.8025 に達しました （図 6）。 これは、 32K グローバル ・ バッチ ・ サイズで達成された 0.75 
AUC を上回ります。 SigOpt は、 しきい値を満たすハイパーパラメーター ・ セットを素早く見つけ、 しきい値を
超えて向上し続けていることが分かります。 SigOpt のウェブ・ダッシュボードでは、さまざまな可視化、チャート、
プロット、 比較、 テーブルをすぐに確認できます。 SigOpt のパラメーター重要度分析には、 実験の重要なパラ
メーターが表示されます （図 7）。

図 5. Split-SGD の模式図
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図 6. DLRM 実験による AUC スコアの向上

図 7. DLRM におけるパラメーターの重要性
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新しいモデル並列データローダー
これまで、 より多くのランクにスケーリングし、 メモリー ・フットプリントを軽減する垂直分割埋め込みテーブル
について説明してきました。 LAMB の大きなグローバル ・ バッチ ・ サイズも、 うまく利用することで、 より優れ
たスケーリング効率が得られます。 大きな埋め込みテーブルでは、 グローバル ・ バッチ ・ サイズのエントリーを
モデル並列でルックアップする必要がありますが、 そのためには、 グローバル ・ バッチ ・ サイズ入力をディスク
から読み込む必要があります。 これは、 マルチソケット ・ システムでは I/O がボトルネックになる可能性があり
ます。 このオーバーヘッドを軽減するため、 新しいモデル並列データローダーを使用します。 このローダーは、
グローバル ・ バッチ ・ サイズ入力の一部であるローカル ・ バッチ ・ サイズ入力のみを読み込み、 all-to-all 通信
を使用してグローバル ・ バッチ ・ サイズ入力を取得します。

MLPerf* DLRM モデルのトレーニングには、 テラバイトのデータセットを使用します。 データは行優先で、 メ
モリー内で連続しています。 各サンプルには 40 の要素 （1 つのラベル、13 の数値特徴、26 のカテゴリー特徴）
があり、 各要素は 4 バイトを使用します。 数値特徴は下位 MLP の入力となり （データ並列処理）、 カテゴリー
特徴は埋め込みの入力となります（小さなテーブルはデータ並列化、大きなテーブルはモデル並列化されます）。
単一インスタンスの場合は、反復ごとにローカル・バッチ・サイズ （LBS） のサンプルを読み込む必要があります。
データ並列のスケールアウト ・ ソリューションのみを使用すると、 すべてのインスタンスは反復ごとに LBS サン
プルを読み込みますが、 ハイブリッド並列アプローチを使用すると、 すべてのインスタンスは大きな埋め込み
テーブルの一部のローカルコピーのみを扱います。 そのため、現在のインスタンスの大きな埋め込みテーブルと、
すべてのインスタンスの入力データに対して、 グローバル ・ バッチ ・ サイズ （GBS） の埋め込みインデックスが
必要となります。

LBS 入力では、 サンプルごとに 26 個のカテゴリー特徴があり、 現在のインスタンスは自分の大きなテーブル
の LBS カテゴリー特徴だけでなく、ほかのモデル・インスタンスの LBS カテゴリー特徴も読み取ります。 そこで、
すべてのインスタンスが反復ごとに LBS サンプルのみを読み込み、 all-to-all 通信を使用して大きな埋め込み
テーブルの GBS カテゴリー特徴を取得するようにします （図 8）。 ここで、 すべてのインスタンスの入力は、 第 
1 インスタンスの大きな埋め込みテーブルに対する LBS カテゴリー特徴を意味し、 すべてのランク 0 は GBS 
カテゴリー特徴に統合されます。 ランク 1 は、 第 2 インスタンスの大きな埋め込みテーブルの LBS カテゴリー
特徴を意味し、 以降のランクも同様になります。 埋め込みテーブルをルックアップする前に、 all-to-all 通信を
使用してすべてのインスタンスの GBS カテゴリー特徴を収集します。 N 個のインスタンスを使用する場合、 標
準のデータローダーと比べて (N-1)/N の I/O 帯域幅を軽減できます。
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結果
DLRM のスケールアウト ・ ソリューションは、 PyTorch*、 インテル® Extension for PyTorch* （IPEX）、 および
インテル® oneAPI コレクティブ ・コミュニケーション ・ ライブラリー （インテル® oneCCL） を使用して実装され
ています。 MLPerf* ベンチマークはクローズド部門とオープン部門の両方に提出されました （図 9）。 クローズ
ド部門の結果 （英語） （2021 年 6 月 30 日実施） では、 インテル® Xeon® Platinum 8380H プロセッサー
で 4 ソケットのみを使用した場合、 32K GBS の収束におよそ 2 時間かかりました。 一方、 LAMB を使用して 
256K GBS と垂直分割埋め込みテーブルを有効にし、 インテル® Xeon® Platinum 8376H プロセッサーで 64 
ソケットにスケーリングした場合は、 わずか 15 分で収束しました （オープン部門の結果 （英語）、 2021 年 6 
月 30 日実施）。

図 8. 新しいモデル並列データローダー。 すべてのインスタンスは、 まず LBS 入力を読み込み、 
次に all-to-all を使用して現在のインスタンスの大きな埋め込みテーブルの GBS カテゴリー特徴を取得します。

https://software.intel.com/articles/optimization-notice#opt-jp
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まとめ
ここでは、 DLRM MLPerf* のトレーニング向けに、 計算、 メモリー、 メモリー容量、 I/O に依存するワークの
バランスを取るという課題を解決するため、 完全なスケールアウト・トレーニング・ソリューションを提供しました。
最初に、 ハイブリッド並列処理を用いて、 通信コストとメモリー消費量を軽減しました。 垂直分割埋め込みテー
ブルは、 より多くのランクにスケーリングできるだけでなく、 大きな埋め込みテーブルを持つほかのワークロー
ドもトレーニングできる素晴らしいソリューションです。 次に、 LAMB オプティマイザーにより、 大きなバッチサ
イズのトレーニングを可能にし、スケーリング効率を向上しました。 Split オプティマイザーは、インテル® DL ブー
ストの BFloat16 命令を利用したトレーニングにも圧倒的な効果を発揮します。 最後に、新しいモデル並列デー
タローダーにより、I/O 帯域幅の要件を軽減しました。 このソリューションでは、DLRM MLPerf* モデルのトレー
ニングを 15 分 （より多くのソケットを使用する場合はそれ以下） で行うことができます。 この記事で使用され
ているほとんどの手法は、 ほかの分散トレーニング ・アプローチにも一般化できます。

図 9. 異なるソケット数の DLRM トレーニング ・ パフォーマンス。 
1 つのモデル ・ インスタンス （ランク） / ソケットを使用しています。 4、 8、 16 ソケットの結果は  

MLPerf* のクローズド部門に提出され、 32 ソケットと 64 ソケットの結果はオープン部門に提出されました。
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